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Сравнение методов наукастинга 
макроэкономических индикаторов 

на примере российского ВВП

Работа посвящена изучению точности оценок текущих темпов прироста ВВП (на‑
укастов) на основе более оперативных данных. Сравнивается качество наукастов для 
большого числа моделей: MIDAS (модели со смешанными данными) разных модифика‑
ций, в том числе с регуляризацией и снижением размерности матрицы объясняющих 
переменных при помощи метода главных компонент, и MFBVAR (байесовских вектор‑
ных авторегрессий смешанной частоты) с априорным распределением Миннесоты. 
В качестве объясняющих переменных используется набор индексов, характеризующих 
компоненты ВВП по производству. Показывается превосходство моделей, основанных 
на векторных авторегрессиях, над другими типами моделей, анализируется динамика 
ошибок наукастов, приводятся оценки месячных темпов прироста ВВП, полученные 
при помощи MFBVAR моделей.
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1. Введение

Прогнозирование текущих значений публикуемых со значительной задержкой макро
экономических показателей (nowcasting, в литературе на русском языке часто остав
ляемый без перевода) на основе значений более оперативных индикаторов является 

важной задачей с точки зрения оперативной подстройки действий экономических аген
тов под изменяющиеся макроэкономические условия. Оно может позволить производить 
регулярный мониторинг экономической активности, оперативно регулировать денежно 
кредитную и фискальную политику в зависимости от состояния экономики, помочь ком
паниям более точно планировать инвестиции, продажи и производство. Из всех макроэ
кономических показателей одним из самых важных, но при этом не самым оперативным, 
является ВВП, что обуславливает актуальность задачи наукастинга ВВП.

Кроме того, некоторые методы позволяют получать оценки месячных рядов ВВП (а ста
тистика ВВП в месячном разрезе отсутствует), что само по себе представляет значитель
ный интерес с точки зрения создания моделей и систем для оперативного прогнозирования 
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и оценки состояния экономики. Интересным может также быть анализ расхождений в на-
укастах («прогнозах» на текущий период) и публикуемых данных: они могут свидетель-
ствовать о наличии проблем в статистике, что достаточно распространено для оперативных 
данных по ВВП.

С технической точки зрения можно выделить несколько основных подходов к наукастингу. 
Во-первых, это связующие уравнения, основанные на прогнозировании стандартными ме-
тодами высокочастотного ряда с последующим его агрегированием в данные более низкой 
частоты и использованием полученного индикатора в качестве объясняющей переменной 
в низкочастотном уравнении для интересующего показателя. Этот подход был представлен, 
например, в работе (Ingenito, Trehan, 1996), и сохраняет значительную популярность до сих 
пор, см. (Schumacher, 2016; Soybilgen, Yazgan, 2018 и др.). Другой очень распространенный 
класс эконометрических моделей — это так называемые MIDAS (Mixed Data Sampling) мо-
дели со смешанными данными (подразумевается смешанная частота данных). Этот подход 
основан на использовании в уравнении для ряда более низкой частоты (к примеру, кварталь-
ного) в качестве объясняющих переменных нескольких относящихся к текущему периоду 
значений ряда более высокой частоты (к примеру, трех месячных значений другого показа-
теля, относящихся к данному кварталу). В зависимости от спецификации может вводиться 
ряд ограничений на значения коэффициентов модели: модели без ограничений обычно на-
зываются неограниченными MIDAS моделями (U-MIDAS). Представленные в (Ghysels et 
al., 2006, 2007), модели этого класса широко применяются для наукастинга макроэкономи-
ческих показателей, см., например, (Chernis, Sekkel, 2017; Ferrara, Marsilli, 2019; Marcellino, 
Schumacher, 2010). Из технически более сложных подходов можно выделить векторные ав-
торегрессии смешанной частоты (Mixed Frequency Vector Autoregression, MFVAR), основан-
ные на описании совместной динамики высокочастотных показателей и ненаблюдаемого 
разложения низкочастотных показателей на данные более высокой частоты, см., к примеру, 
(Kuzin et al., 2011) или (Schorfheide, Song, 2015) в приложении к наукастингу. Существуют 
и байесовские обобщения этого подхода (McCracken et al., 2015).

Попытки применения методов машинного обучения к наукастингу макроэкономических 
показателей достаточно ограничены и сводятся обычно к методам снижения размерности 
или автоматического отбора переменных. Tiffin (2016) сравнивает методы отбора перемен-
ных на основе L1 и L2 регуляризации (Lasso и Ridge регрессии и Elactic Net регрессии как 
комбинации этих двух подходов) и использование методов случайного леса для наукастин-
га ВВП. Cepni et al. (2019) сравнивают различные методы отбора переменных (кроме уже 
упомянутых регуляризаций, они используют метод главных компонент и LARS) также при-
менительно к наукастингу ВВП. В целом, ограниченное использование методов машинно-
го обучения для наукастинга представляется оправданным ввиду того, что бо́льшая часть 
этих методов требует размера обучающей выборки большего порядка, чем обычно доступ-
но в макроэкономике.

Вопрос наукастинга российского ВВП исследован довольно слабо, можно отметить толь-
ко несколько работ. В исследовании (Микош, Соланко, 2019) изучаются вопросы как наука-
стинга, так и прогнозирования ВВП России при помощи данных со смешанной периодично-
стью и стандартного набора моделей (связующие уравнения, MIDAS, U-MIDAS). Однако эта 
работа основное внимание уделяет выявлению факторов, наиболее ценных для наукастинга 
и краткосрочного прогнозирования ВВП, вопросы же сравнения моделей и даже подбора па-
раметров использованных моделей не затрагиваются (и, как отмечают сами авторы, работы, 



И
. П

. С
та

н
ке

ви
ч

115

Applied econometrics / ПРИКЛАДНАЯ ЭКОНОМЕТРИКА

Macroeconomics	 Макроэкономика

2020, 59

сравнивающие широкий спектр моделей на российских данных, отсутствуют). Подобным 
образом выполнена и более ранняя работа (Поршаков и др., 2016), где основной упор дела‑
ется на сравнение точности групп факторов (более 100 показателей, объединенных в группы 
«опережающие показатели», «показатели реального сектора» и «финансовые показатели») 
в рамках одной модели. В качестве основного инструмента выбраны динамические фактор‑
ные модели (ДФМ), приводится сравнение результатов с моделью случайного блуждания 
и связующими уравнениями. Наукастинг ВВП России также затрагивается в работе (Яков‑
лева, 2018), но не в плане подбора и сравнения моделей, а с точки зрения выделения пере‑
менных, в данном случае — анализа большого массива новостных текстов.

Таким образом, настоящая работа в определенном смысле заполняет существующий про‑
бел в литературе по наукастингу российского ВВП, представляя сравнение качества работы 
достаточно широкого круга моделей.

2. Методология

Данная работа предлагает сравнение вневыборочной точности наукастов (прогноз вели‑
чины показателя на текущий период, полученный на основе текущих значений других ин‑
дикаторов), полученных различными моделями как чисто эконометрического характера, так 
и использующими отдельные приемы, свойственные машинному обучению. Из стандарт‑
ных подходов в работе не рассматриваются связующие уравнения, продемонстрировавшие 
достаточно низкую точность в большинстве предшествующих исследований, и динамиче‑
ские факторные модели. Они заменяются на идейно близкие методы, основанные на методе 
главных компонент. Напомним, что динамические факторные модели, берущие свое начало 
в работе (Geweke, 1977), сводятся к описанию большого числа переменных набором (нена‑
блюдаемых) величин меньшей размерности, что очень близко перекликается со снижением 
размерности, для которого используются главные компоненты. Другой аргумент против ис‑
пользования динамических факторных моделей — достаточно небольшой набор объясняю‑
щих переменных, что влечет за собой отсутствие необходимости искать комбинации этих 
факторов. Вместо использования очень большого набора переменных, зачастую слабо свя‑
занных с ВВП, в данной работе используется небольшой набор показателей, характеризу‑
ющих отдельные компоненты ВВП по производству (тем самым прямо связанных с ВВП). 
Метод главных компонент применяется здесь на высокочастотных данных (на вход прини‑
мается по три месячных значения каждой из объясняющих переменных), выполняя тем са‑
мым двойную роль снижения размерности и смены частотности данных.

2.1. MIDAS

В качестве базовой эконометрической модели в работе используется модель с данными 
смешанной частоты MIDAS, которая в наиболее общей форме может быть записана в виде:

( ) ( )

1 0 0

i

i

p k
i i

t j t j j tm j t
j i j

m

y y x u- -
= = =

= a + b +  ,
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где yt — ряд данных более низкой частоты (в нашем случае — квартальный ряд темпов при‑
роста ВВП);  ( )i

tx  — ряды объясняющих факторов более высокой частоты; mi — число на‑
блюдений объясняющей переменной  ( )ix , соответствующих одному значению (одному пе‑
риоду) в зависимой переменной. При этом в большинстве формулировок MIDAS моделей 
предполагается наличие ограничений на значения параметров  ( )i

jb  общего вида:
( ) ( ) ( , )i i
j g jb = l ,

где конкретный вид функции  ( )ig  зависит от типа используемой MIDAS модели. По сути, 
эти ограничения определяют способ получения данных более низкой частоты из данных 
более высокой частоты.

Если ограничения на значения параметров не вводятся, полученная модель называется 
неограниченной MIDAS моделью (U‑MIDAS).

Из MIDAS моделей с ограничениями, сравниваются следующие версии:
zz неэкспоненциальные полиномы Алмона (Clements, Galvão, 2009)
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где  ,sl   — параметры модели, которые при оценке модели рассчитываются вместе с коэф‑
фициентами. Разные версии MIDAS модели, хотя и обладают несколько разнящимися свой‑
ствами, имеют общую цель ввести ограничения на параметры для снижения размерности 
задачи и не допустить, в терминах из машинного обучения, переобучение модели, сохранив 
при этом достаточную гибкость для правильной подстройки под данные.

Данная работа использует стандартную версию MIDAS модели без авторегрессионной 
части и с «технической» точки зрения основана на реализации моделей в пакете midasr язы‑
ка R (Ghysels et al., 2016). Отказ от авторегрессионной части обусловлен тем, что данные 
по ВВП за предыдущий квартал (наиболее оперативные) могут внести в модель значительную 
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неточность в силу того, что такие данные, как правило, несколько раз корректируются. С уче-
том того, что при оценке моделей используются исторические данные, уже пересмотрен-
ные раньше, сравнивать наукасты по историческим данным и по оперативным в условиях 
запаздывания зависимой переменной было бы некорректно.

К сожалению, официальные ряды первых оценок темпов прироста ВВП не публикуются 
Росстатом, поэтому нет возможности измерить точность моделей на исторических данных 
в приближенных к реальности условиях. На основе оперативных публикаций Росстата («Сроч-
ные информации и справки по актуальным вопросам», раздел «О производстве и использо-
вании ВВП (ежеквартальная)», доступны с начала 2019 г.)2 можно восстановить первые оцен-
ки только за 2019 г. Их сравнение с текущими официальными данными приведено на рис. 1.

Расхождение в 4‑м квартале 2019 г. превышает 0.4%, что примерно соответствует сред-
ней абсолютной ошибке наукаста лучших моделей (см. раздел 4). Масштабы пересмотров 
нивелируют ценность таких данных. Помимо этого, существуют свидетельства, что оценка 
одних и тех же моделей на данных до и после пересмотра статистики может давать каче-
ственно разные результаты (Chang, Li, 2018).

2.2. MFBVAR

Байесовские векторные авторегрессии смешанной частоты (Mixed‑Frequency Bayesian VAR, 
MFBVAR) представляют собой версию стандартных векторных авторегрессий, модифициро-
ванную для использования с данными разной частоты. Предполагается, что при исходном вы-
сокочастотном (в данном случае месячном) процессе, описываемом стандартной VAR  моделью, 
часть переменных наблюдается только на более низкой частоте. При этом, например, наблю-
даемые квартальные значения являются средними из ненаблюдаемых месячных значений.

В данной работе используется версия байесовской векторной авторегрессии с априор-
ным распределением Миннесоты, модифицированная для данных со смешанной частотой 
(McCracken et al., 2015). Общая идея априорного распределения Миннесоты, предложен-
ная в работах (Litterman, 1979, 1986), заключается в том, что все рассматриваемые ряды 

2 См. https://rosstat.gov.ru/compendium/document/50798.
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Рис. 1. Первые и текущие оценки квартальных темпов прироста ВВП России за 2019 г.
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предполагаются процессами случайного блуждания с независимыми ошибками. Такой под-
ход позволяет оценивать модели с большим числом переменных и лагов на данных сравни-
тельно небольшого объема за счет исключения «лишних» переменных. Использование боль-
шинства других априорных распределений подразумевает необходимость вводить какие‑то 
дополнительные предположения о свойствах данных и взаимосвязях показателей, а в дан-
ной работе этого хотелось бы избежать.

Расчеты проведены с использованием пакета mfbvar языка R (Ankargren, Yang, 2019).

2.3. Линейные модели с регуляризацией

В качестве подхода, сохраняющего идею исключения «лишних» переменных, но более 
свойственного машинному обучению, рассматриваются линейные модели с регуляризацией. 
В работе представлены модели с L1 регуляризацией (известные также в эконометрике как 
LASSO регрессии), построенные на базе U‑MIDAS модели. На практике при применении 
MIDAS моделей, как правило, используется только одна объясняющая переменная, что обу‑
славливается небольшим объемом данных и необходимостью целого набора дополнитель-
ных регрессоров при введении в модель одной новой объясняющей переменной. Так, при 
использовании месячных данных для объяснения квартальных — это три дополнительных 
регрессора, при использовании данных более высокой частоты число регрессоров возраста-
ет. Регуляризация позволяет снизить остроту этой проблемы и использовать наборы из не-
скольких объясняющих переменных в рамках одной модели.

LASSO‑U‑MIDAS модель может быть записана как
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Параметр регуляризации l подбирается кросс‑валидацией.
Одним из самых серьезных ограничений стандартной LASSO регрессии является отсут-

ствие у нее oracle property (способность модели корректно отбирать и состоятельно оцени-
вать ненулевые коэффициенты). В общем случае отбор переменных при помощи LASSO 
регрессии может быть несостоятельным (см. (Zou, 2006)). Для параметров, истинное значе-
ние которых равно нулю, вероятность получения нулевой оценки может не стремиться к 1, 
таким образом, в модели могут остаться «лишние» переменные. В качестве решения этой 
проблемы предлагается использовать адаптивное LASSO, предложенное в (Zou, 2006), ко-
торое обладает oracle property, в том числе для моделей большой размерности (Huang et al., 
2008) и авторегрессионных моделей (Kock, 2012). Адаптивное LASSO подразумевает ис-
пользование весов в целевой функции
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где ijw — веса, полученные при помощи состоятельных оценок коэффициентов модели 
(в качестве таковых в (Zou, 2006) предлагается использовать МНК‑оценки коэффициентов).
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Модели, полученные на основе адаптивного LASSO, в таблицах отмечены как ALASSO-
U-MIDAS.

Последней рассмотренной в данной работе моделью является модификация LASSO-U-
MIDAS, в которой объясняющие переменные перед использованием преобразованы в главные 
компоненты. Такой подход позволяет увеличить объем информации, содержащийся в одной 
переменной, что может положительно сказаться на качестве результирующих моделей в ус-
ловиях очень небольшого числа наблюдений, свойственного для макроэкономических задач.

3. Данные и оценка качества

Все модели оцениваются и сравниваются на официальных квартальных данных по ВВП 
России, в базовых ценах 2016 г., временной период — с 1-го квартала 2002 г. по 4-й квартал 
2018 г. Все показатели рассчитываются как темпы прироста к соответствующему периоду 
предыдущего года для обеспечения сопоставимости и снятия необходимости сезонно кор-
ректировать данные. В качестве объясняющих переменных используется следующий набор 
показателей:

zz IProm — индекс промышленного производства;
zz Imining — индекс производства по добыче полезных ископаемых;
zz Iproc — индекс обрабатывающего производства;
zz Ien — индекс производства в секторе «Обеспечение электрической энергией, газом 

и паром; кондиционирование воздуха»;
zz Iagr — индекс реального объема сельскохозяйственного производства;
zz Icons — индекс реального объема работ, выполненных по виду деятельности «Строи-

тельство»;
zz Ihous — ввод в действие жилых домой;
zz Itrans — коммерческий грузооборот транспорта;
zz Itrade — индекс реального оборота розничной торговли.

Зависимая переменная — темп прироста ВВП в данном квартале к соответствующему 
кварталу предыдущего года.

Все объясняющие переменные также пересчитаны в темпы прироста к соответствующе-
му кварталу предыдущего года, что обеспечивает сопоставимость показателей.

В качестве меры качества полученной модели используется средняя абсолютная ошибка:

1

1 ˆ
T

t t
t

MAE Y Y
T 

  ,

где Yt — фактически наблюдаемый темп прироста ВВП, t̂Y  — предсказанный данной моде-
лью темп прироста ВВП, T — число периодов времени (кварталов), на котором тестируется 
модель. Средняя абсолютная ошибка является оптимальной метрикой в ситуации, когда пред-
сказываемая величина имеет типичные значения около нуля, потому что не предполагает воз-
ведения в квадрат величин, близких к нулю (как MSE и RMSE), что может исказить масштаб.

Для получения прогноза из данных удаляется информация о текущем квартале (как о тем-
пе прироста ВВП, так и о значениях объясняющих переменных), оцененная на такой вы-
борке модель затем применяется к объясняющим переменным, соответствующим данному 
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кварталу, для получения наукаста ВВП. Таким образом, все использованные прогнозы — 
вневыборочные.

Для тестирования моделей сравниваются результаты по последним 10 точкам: вторая 
половина 2016, весь 2017 и 2018 гг. (сравнительно однородный и стабильный с точки зре‑
ния макроэкономических условий период), и результаты по последним 20 точкам (2014–
2018 гг. — период, значительно более разнородный).

4. Результаты

Для начала рассмотрим результаты, полученные на последних 10 точках, а затем срав‑
ним их с результатами на последних 20 точках.

MIDAS модели, как правило, строятся с использованием только одной месячной объяс‑
няющей переменной с последующим выбором показателя, обеспечивающего наименьшую 
ошибку прогнозирования. Сравнение разных спецификаций модели и объясняющих пере‑
менных дает результаты, приведенные в табл. 1 (жирным шрифтом выделены лучшие ре‑
зультаты для каждой спецификации модели).

Таблица 1. Средняя абсолютная ошибка MIDAS моделей по последним 10 точкам, %

IProm Imining Iproc Ien Iagr Icons Ihous Itrans Itrade
U‑MIDAS 1.24 2.40 1.14 2.20 1.58 2.70 1.41 3.32 1.08
MIDAS nealmon 1.24 2.40 1.10 2.17 1.57 2.53 1.35 3.27 1.29
MIDAS almonp 1.23 2.41 1.10 2.17 1.58 2.51 1.41 3.30 0.96
MIDAS gompertz 1.25 2.40 1.10 2.18 1.57 2.48 1.34 3.27 1.29
MIDAS beta 1.24 2.39 1.08 2.19 1.57 2.59 1.32 3.28 1.29

Наибольшую точность наукастинга обеспечивают индекс обрабатывающего производ‑
ства и индекс реального оборота розничной торговли, из всех спецификаций модели лучше 
оказывается MIDAS с экспоненциальными полиномами Алмона. Этот факт немного рас‑
ходится с утверждением из (Микош, Соланко, 2019) о том, что неэкспоненциальные по‑
линомы Алмона выигрывают в точности у экспоненциальных (хотя в упомянутой работе 
сравнение и не проводится), но согласуется с результатом о преимуществе полиномов Ал‑
мона перед другими спецификациями MIDAS моделей (Clements, Galvão, 2009; Marcellino, 
Schumacher, 2010).

Одним из достоинств байесовских векторных авторегрессий с априорным распределе‑
нием Миннесоты является достаточно низкая склонность к переобучению, что позволяет 
при оценке модели использовать все имеющиеся переменные, варьируя только число лагов 
(на данных высокой частоты, в нашем случае — месячных). Оценки точности приведены 
в таблице 2.

Таблица 2. Средняя абсолютная ошибка MFBVAR моделей по последним 10 точкам, %

Число лагов
3 4 5 6 7 8

MAE 0.45 0.44 0.41 0.41 0.23 0.39
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Заметен рост точности по мере увеличения количества использованных лагов, вплоть до 
модели с 7 лагами. Заметим также, что ошибка для оптимальной MFBVAR модели более 
чем в 4 раза ниже, чем для оптимальной MIDAS модели.

Среди линейных моделей с регуляризацией сравнивались LASSO‑U‑MIDAS, ALASSO‑
U‑MIDAS, PC‑LASSO‑U‑MIDAS и PC‑ALASSO‑U‑MIDAS (последние две — с расчетом 
главных компонент) в двух версиях: с использованием всего набора объясняющих пере‑
менных и с использованием лишь переменных, продемонстрировавших наиболее высо‑
кую точность в стандартных MIDAS моделях. Последнее мотивировано тем, что даже для 
моделей с регуляризацией избыточное число переменных с низкой объясняющей силой 
может привести к переобучению и снижению качества прогноза, хотя этот эффект будет 
менее ярко выражен, чем для моделей без регуляризации. Это особенно актуально для ме‑
тода, основанного на главных компонентах, поскольку использование «лишних» перемен‑
ных при расчете главных компонент может снизить объем полезной информации, прихо‑
дящейся на одну компоненту.

При расчете моделей с отбором переменных были использованы следующие показатели: 
индекс промышленного производства, индекс обрабатывающего производства, индекс ре‑
ального объема сельскохозяйственного производства, индекс реального оборота розничной 
торговли. Два из них показали самую высокую точность для стандартных MIDAS моделей, 
другие два также показали высокую точность, помимо этого, они характеризуют другие 
сектора экономики, что может оказаться полезным с точки зрения описания функциониро‑
вания экономики. Оценки точности приведены в таблице 3.

Таблица 3. Средняя абсолютная ошибка MIDAS моделей с регуляризацией 
по последним 10 точкам, %

Модель Все переменные С отбором переменных
LASSO‑U‑MIDAS 1.29 0.71
ALASSO‑U‑MIDAS 1.16 0.61
PC‑LASSO‑U‑MIDAS 1.45 0.67
PC‑ALASSO‑U‑MIDAS 1.39 0.71

В соответствии с исходными предположениями, предварительный отбор переменных 
значительно повышает точность моделей. Интересно, что точность моделей с регуляриза‑
цией даже без отбора переменных практически не уступает точности простых MIDAS мо‑
делей, основанных на одной переменной. Использование же предварительного отбора пе‑
ременных в сочетании с регуляризацией приводит к точности, значительно превосходящей 
результаты стандартных моделей.

Отдельно стоит отметить превосходство адаптивного LASSO над стандартным LASSO 
в большинстве случаев: соблюдение oracle property оказывается важным не только в теоре‑
тическом плане, но и с точки зрения качества прогнозов результирующих моделей. Самой 
точной среди всех рассмотренных модификаций MIDAS моделей оказалась основанная 
именно на адаптивном LASSO.

Полученные результаты (см. таблицы 4–6) оказываются устойчивыми и при рассмотре‑
нии более длительного периода построения прогнозов, включающего в себя периоды зна‑
чительной макроэкономической нестабильности.
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Среди всех MIDAS моделей самыми результативными оказываются основанные на ин‑
дексе обрабатывающего производства (при этом модели с полиномами на основе бета‑рас‑
пределения немного выигрывают у моделей с полиномами Алмона).

Таблица 4. Средняя абсолютная ошибка MIDAS моделей по последним 20 точкам, %

IProm Imining Iproc Ien Iagr Icons Ihous Itrans Itrade
U‑MIDAS 1.96 2.83 1.64 2.93 3.12 2.04 3.45 3.39 2.10
MIDAS nealmon 1.94 2.82 1.62 2.94 3.09 1.98 3.28 3.36 2.02
MIDAS almonp 1.93 2.83 1.61 2.98 3.13 1.94 3.46 3.38 2.04
MIDAS gompertz 1.94 2.82 1.62 2.95 3.09 1.95 3.28 3.36 2.02
MIDAS beta 1.94 2.82 1.60 2.96 3.09 1.99 3.30 3.36 2.01

MFBVAR по‑прежнему демонстрируют самую высокую точность среди всех рассмотрен‑
ных моделей, при этом, в отличие от предыдущего случая, различия в точности моделей 
минимальны, но с небольшим преимуществом модели с 3 лагами перед моделями с боль‑
шим числом лагов.

Таблица 5. Средняя абсолютная ошибка MFBVAR моделей по последним 20 точкам, %

Число лагов
3 4 5 6 7 8

MAE 0.55 0.58 0.59 0.56 0.56 0.57

Линейные модели с регуляризацией и отбором переменных выигрывают у MIDAS, но 
отстают от MFBVAR. По‑прежнему, модели, основанные на адаптивном LASSO, демон‑
стрируют самую высокую точность.

Таблица 6. Средняя абсолютная ошибка MIDAS‑моделей с регуляризацией 
по последним 20 точкам, %

Модель Все переменные С отбором переменных
LASSO‑U‑MIDAS 2.20 1.54
ALASSO‑U‑MIDAS 2.07 1.28
PC‑LASSO‑U‑MIDAS 2.32 1.38
PC‑ALASSO‑U‑MIDAS 2.40 1.59

Отдельный интерес представляет изучение ошибок во времени. Для этого рассмотрим 
на последних 20 точках динамику абсолютной ошибки лучшей из модификаций MIDAS 
(ALASSO‑U‑MIDAS) и лучшей MFBVAR модели (с 3 лагами) — рис. 2.

Обращает на себя внимание качественно разное поведение графиков ошибок: для 
ALASSO‑U‑MIDAS (как, кстати, и для других версий MIDAS моделей) не заметно выра‑
женной сезонности, однако ошибка имеет явную тенденцию к возрастанию с пиком в тре‑
тьем квартале 2017 г. Ошибка же для MFBVAR модели (с любым числом лагов поведение 
качественно одинаково) имеет ярко выраженную сезонную структуру с пиком в 4‑м квар‑
тале, что заметно для всех годов, кроме 2018. В 2018 г. Росстатом был произведен суще‑
ственный пересмотр внутригодовых данных, что могло привести к более равномерному 
распределению ошибки внутри года.
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В целом можно сказать, что MFBVAR по сравнению с модификациями MIDAS модели 
более корректно описывает ВВП, но более чувствителен к сезонным эффектам и «досчетам 
статистики» в конце года.

К достоинствам MFBVAR, помимо более высокой точности, можно отнести возможность 
получения оценки месячного ряда ВВП (в нашем случае — темпов прироста в месячном 
разрезе). Оценка месячных темпов прироста ВВП в сравнении с квартальными данными 
приведена на рис. 3.

Возможность такого разложения позволяет использовать модели этого класса не только 
как инструмент наукастинга ВВП, но и как инструмент оперативного мониторинга состо‑
яния экономики.

Рис. 2. Абсолютная ошибка наукастов MFBVAR и ALASSO‑U‑MIDAS моделей
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Рис. 3. Оценка месячных темпов прироста ВВП
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5. Заключение

В работе сравнивается качество наукастов для различных моделей: MIDAS нескольких 
модификаций, в том числе с регуляризацией и снижением размерности объясняющих пере‑
менных при помощи метода главных компонент, и байесовских векторных авторегрессий 
смешанной частоты с априорным распределением Миннесоты (MFBVAR).

Показано, что для разных тестовых периодов (как более стабильных с точки зрения ма‑
кроэкономических условий, так и более разнородных) самую высокую точность демонстри‑
руют MFBVAR модели, далее идут модификации MIDAS моделей с регуляризацией и пред‑
варительным отбором переменных. Доминирование моделей с несколькими переменными 
может свидетельствовать о недостаточности стандартного в литературе о наукастинге под‑
хода, основанного на использовании MIDAS переменных с одной объясняющей перемен‑
ной. Помимо этого, ошибки MFBVAR моделей имеют ярко выраженную сезонную струк‑
туру с пиками в 4‑м квартале, что может быть связано с особенностями расчета статистики 
и отнесению расхождений в годовых и квартальных оценках ВВП на 4‑й квартал. Кроме 
того, MFBVAR модели позволяют получить оценки месячных темпов прироста ВВП, что 
делает их полезным инструментом для оперативного мониторинга состояния экономики.
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